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Аннотация. Цель данного обзора заключается в рассмотрении и анализе методов измерения когнитивной на-
грузки, а также подходов к использованию методов машинного обучения для идентификации данных ЭЭГ.
Материалы и методы. В обзоре систематизированы и обобщены сведения по рассматриваемой теме. Поиск 
научных статей проведен в библиографических базах данных: eLIBRARY, ScienceDirect, Scopus.
Результаты. В данном обзоре были рассмотрены способы измерения когнитивной нагрузки мозга, современные 
устройства для записи ЭЭГ, методы преобразования, извлечения и классификации признаков из полученных сиг-
налов ЭЭГ. 
Выводы.  С появлением новых носимых устройств для получения и обработки сигналов ЭЭГ появляется потреб-
ность в разработке новых подходов к использованию машинного обучения для идентификации когнитивных 
процессов мозга.
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разование сигналов ЭЭГ; методы классификации признаков ЭЭГ.
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Abstract. Aim. The purpose of this article is review and analyze methods for measuring cognitive load, as well as approaches 
to using machine learning techniques to identify EEG data.
Materials and methods. The review systematizes and summarizes the information on the topic under consideration. Scientific 
articles were searched in bibliographic databases: eLIBRARY, ScienceDirect, Scopus.
Results. This review focused on ways to measure the cognitive load of the brain, modern EEG recording devices, and methods 
for transforming, extracting, and classifying features from acquired EEG signals. 
Conclusion. With new wearable devices available for acquiring and processing EEG signals, there is a need to develop new 
approaches for using machine learning to identify cognitive brain processes.
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ВВЕДЕНИЕ
В эпоху развития цифровых технологий в 

здравоохранении с учетом аспектов регулиро-
вания использования медицинских данных [1] 
появляются возможности для создания новых 
носимых устройств контроля состояния здоро-
вья [2], а современные методы обработки дан-
ных и алгоритмы машинного обучения откры-
вают перед исследователями, медицинскими ки-
бернетиками новые возможности, в том числе в 
задаче идентификации когнитивных процессов 
мозга. 

Для диагностики и идентификации процес-
сов в мозге используются различные психофи-
зиологические методы визуализации. Одним из 
таких методов является электроэнцефалография 
(ЭЭГ).

ЭЭГ – метод исследования головного мозга, 
основанный на регистрации его электрических 
потенциалов [3].

Американской академией неврологии в 
1997  году был опубликован отчет [4], в котором 
была рассмотрена эффективность использова-
ния количественных методов в аналитике ЭЭГ. В 
1999 году в работе [5] было показано, что коле-
бания ЭЭГ в альфа- и тета-диапазоне отражают 
когнитивные характеристики и производитель-
ность памяти. 

В работе [6] было продемонстрировано, что 
динамика волновых ритмов головного мозга 
коррелирует со средним временем отклика при 
выполнении задачи рабочей памяти. Данный 
факт позволяет использовать этот биомаркер 
для предсказания снижения когнитивных спо-
собностей на основе динамики волнового рит-
ма.

В последние время виден значительный рост 
числа статей, посвящённых применению ИИ 
в медицине, в том числе и нейродиагностики 
[7]. Применение таких подходов как ML/DL дает 
возможности для построения гибких систем для 
классификации данных ЭЭГ, в том числе и систем 
идентификации когнитивной нагрузки мозга.

Под когнитивной нагрузкой мозга понимает-
ся длительный мыслительный процесс, концент-
рация и вовлеченность при выполнении задач. В 
ходе практически любой когнитивной нагрузки 
у человека формируются или реконфигурируют-
ся функциональные сети в его головном мозге, 
структура и размер которых определяется типом 

активности. Так, для простых академических за-
даний (например, устный счет, визуальный по-
иск различий на изображении и упражнения на 
запоминание чисел) можно выявить характер-
ную функциональную сеть, для чего необходим 
статистический анализ в группе испытуемых. 
Изучение функциональных сетей, формирую-
щихся в головном мозге, будет проводиться на 
базе результатов электроэнцефалографических 
(ЭЭГ) исследований. Для этого ЭЭГ-сигналы бу-
дут регистрироваться в процессе решения чело-
веком поставленных задач, после чего к ним бу-
дут применяться современные методы анализа 
больших данных для оценки динамических па-
раметров (мощность альфа-, бета-ритмов), так и 
квазистатические показатели (индивидуальный 
альфа-ритм и индекс утомления). Данный пока-
затель может быть использован в практике об-
разовательного учреждения для оценки эффек-
тивности индивидуальной траектории обучения 
на основе оценки реакции мозга в ходе акаде-
мического процесса. В работе [8] в ходе исследо-
вания было показано, что длительная когнитив-
ная нагрузка влияет на снижение самочувствия 
и активность испытуемого. 

В исследовании [9] был выявлен универсаль-
ный биомаркер, основанный на вычислении 
дисперсии соотношения энергий альфа- и бета-
ритмов в регистрируемых ЭЭГ-сигналах. Было 
показано, что возможно выделить оптимальную 
и минимально необходимую конфигурацию ре-
гистрирующих электродов, которая будет содер-
жать наиболее значимую информацию о состоя-
нии обучающегося.

В работе [10] было обнаружено увеличение 
количества морганий средней и длинной дли-
тельности при продолжительной монотонной 
когнитивной нагрузке, а также уменьшение 
среднего размера зрачка и увеличение ампли-
туды его колебаний в процессе выполнения за-
даний.

Процесс получения данных в нейронауке ос-
ложнен жесткими условиями, продиктоваными 
научным методом. Из-за этого возникают барь-
еры их применения в образовательных учреж-
дениях [5].

Для повышения эффективности и индивиду-
ализации образовательного процесса требует-
ся выявление различных биомаркеров состоя-
ния обучающегося в данных полученных ЭЭГ. В 
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обзоре [5] представлена интеллектуальная сис-
тема для контроля и корректировки процесса 
обучения младших школьников на базе интер-
фейса «мозг — компьютер».  Система включает в 
себя три основных блока: портативный электро-
энцефалограф, планшет с разработанной элект-
ронной образовательной средой (ЭОС) и управ-
ляющий компьютер (лэптоп) с программным мо-
дулем для считывания и первичной обработки 
данных ЭЭГ.

В работе [11] предложили нейроадаптивную 
систему с открытым контуром, направленную 
на оценку и улучшение когнитивных способнос-
тей студентов. Техническая часть данной ней-
роадаптивной системы состоит из устройства с 
сенсорным экраном (для сбора поведенческих 
данных) и устройства ЭЭГ (для сбора нейрофизи-
ологических данных). Система позволяет полу-
чить измерения поведенческих характеристик 
и мозговой активности студента (оцененной ЭЭГ 
во время выполнения специально разработан-
ных когнитивных тестов). Авторы отметили, что 
использование ЭЭГ является довольно затрат-
ным для образовательных учреждений и требу-
ет специальной подготовки персонала. В работе 
была предложена оценка когнитивных способ-
ностей без ЭЭГ, испоьзуя только поведенческие 
данные. В данном случае система дает более 
грубую, но все же разумную оценку когнитивных 
способностей.

В работе [12] был проведен анализ публика-
ций по применению ЭЭГ-гарнитур в образова-
нии по годам и странам. Начиная с 2016 года ви-
ден резкий рост публикаций в данной области. 
Лидерами по количеству публикаций стали Ки-
тай и США. Отмечено, что в данных странах ре-
ализуются государственные проекты и програм-
мы в области исследования и продвижения сов-
ременных инновационных нейротехнологий.

Цель данного обзора – систематизация и 
обобщение сведений о технологиях и методах 
для сбора, обработки и классификации данных 
ЭЭГ для дальнейшего использования получен-
ной информации в процессе построения инфор-
мационной системы идентификации когнитив-
ной нагрузки мозга.

МАТЕРИАЛЫ И МЕТОДЫ 
Поиск публикаций произведен в базах дан-

ных eLIBRARY, ScienceDirect, Scopus. В качестве 

ключевых слов использовались: «методы из-
мерения когнитивной нагрузки», «преобразо-
вание и извлечение признаков из полученных 
сигналов ЭЭГ»; «классификация сигналов ЭЭГ»; 
«преобразование Фурье и ЭЭГ»; «нейрообручи»; 
«вейвлет-преобразование и ЭЭГ»; «methods of 
measuring cognitive load»; «transformation and 
extraction of features from received EEG signals»; 
«classification of EEG signals»; «Fourier transform 
and EEG»; «wavelet-conversion and EEG».

Критерии включения статей в обзор:
1) методы машинного обучения для классифи-

кации данных ЭЭГ;
2) методы измерения когнитивной нагрузки;
3) современные устройства получения данных 

ЭЭГ;
4) методы преобразования и извлечения при-

знаков из полученных сигналов ЭЭГ;
5) измерение когнитивной нагрузки в образо-

вании.
Критерии выключения:

1) срок публикации, кроме статей относящимся 
к фундаментальным знаниям;

2) используются исследуемые методы и данные, 
но для решения другой задачи.
Период публикаций: 1999–2024 гг.
Всего было проанализировано 10237 публи-

кации (eLIBRARY – 372, ScienceDirect – 9865), из 
которых отобрано 149, и 49 источников в итоге 
вошли в обзор. 

Остальные источники были исключены по 
причине несоответствия теме применения ме-
тодов (описывалось использование в других 
сферах и задачах). Небольшая часть исключена 
после анализа абстракта и связей/цитат. 

РЕЗУЛЬТАТЫ
В результате исследования источников были 

рассмотрены современные устройства для запи-
си ЭЭГ, способы преобразования и извлечения 
признаков ЭЭГ, а также методы их классифика-
ции.

На основе рассмотренных данных выделе-
ны следующие методы и технологии: нейрооб-
ручи на «сухих» электродах, как перспективная 
технология для получения данных ЭЭГ; вей-
влеты для преобразования сигнала ЭЭГ; ней-
ронные сети для классификации полученных 
данных, в частности архитектуры CNN, RNN и 
Transformer. 
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СОВРЕМЕННЫЕ УСТРОЙСТВА 
ДЛЯ ЗАПИСИ ЭЭГ

Существуют различные методы измерения 
когнитивной нагрузки [13]:
– субъективное шкалирование (SWAT, 

NASA–TLX, SMEQ, RSME). Данные измерения 
основаны на наблюдении и описании самим 
испытуемым когнитивной нагрузки во время 
выполнения конкретной задачи. Данные по-
казания легко и недорого собрать, но сущес-
твует и проблема, она заключается в том, что 
данные измерения субъективны, и испытуе-
мым зачастую приходится прерываться на 
заполнение анкет в момент выполнения за-
дач;

– психофизиология (ЭДА, ВСР, ЭЭГ, фМРТ). Дан-
ные показатели основаны на обнаружении 
физиологических изменений, которые свя-
заны с когнитивным состоянием. Физиоло-
гические измерения требуют специализиро-
ванного оборудования, а интерпретация по-
лученных данных является не тривиальной 
задачей и требует специальных методов;

– анализ ошибок (показатели производитель-
ности и поведенческие показатели). Оцени-
вается производительность в момент ког-
нитивной нагрузки путем прогнозирования 
выполнения задачи. В данном подходе есть 
проблема, заключающаяся в невозможности 
определить, произошли изменения в произ-
водительности в момент выполнения задач 
или это связано с другим процессом. Пове-
денческие показатели основаны на анализе 
различий в поведении в момент когнитив-
ной нагрузки.
Для получения ЭЭГ используется инвазивное, 

недорогое и портативное оборудование. В то же 
время существуют такие проблемы как:
– надёжность полученных показателей;
– стандартизация шкалы для измерения ЭЭГ, 

использование и выбор которой не будет за-
висеть от использованного оборудования. 
Запись результатов ЭЭГ может быть класси-

фицирована на два типа: в базовом состоянии 
покоя и событийно потенциальный анализ во 
время выполнения когнитивных задач [13].

В статье [14] проведен анализ показателей 
ЭЭГ в различных работах по тематике изме-
рения когнитивной нагрузки, и было сделано 
предположение, что есть положительная связь 

между альфа-активностью и когнитивной на-
грузкой, отрицательная – между бета-активнос-
тью и когнитивной нагрузкой. Так же был про-
веден эксперимент по измерению когнитивной 
нагрузки с использованием портативной нейро-
гарнитуры. Умственные усилия коррелировали с 
бета-частотой (F7) в лобной доле.

В работе [15] был проведен эксперимент по 
подбору оптимальных конфигураций электро-
дов для решения различных задач. Для реше-
ния задач концентрации внимания предложено 
использовать одну из следующих комбинаций 
электродов: AF3-AF4, Fz-P3-Pz-P4, Fz-Fc1-Fc2-CP5-
Pz-CP6 и Fz- Fc1-Fc2-C3-C4-P7-Pz-P8. Также пред-
ложены универсальные комбинации электродов 
для решения различных задач: P7-P8, AF3-AF4-
PO3-PO4, AF3-AF4-P7-P8-PO3-PO4 и AF3-AF4-FC1-
FC2-P3-P4-O1-O2.

В исследовании [8] было показано, что дли-
тельная когнитивная нагрузка наибольшим 
образом отражается в тета-диапазоне (в боль-
шинстве случаев регистрируется с максимумом 
в Fz, иногда в Pz), бета-диапазоне (максимум 
регистрируется в лобных отведениях F3, Fz, 
F4), нижнем альфа-диапазоне (в теменных об-
ластях с максимумом в Pz), альфа-диапазоне (в 
затылочной О1 и О2).

Таким образом, можно сделать вывод, что 
для измерения когнитивной нагрузки необходи-
мо наличие следующих электродов: F3-Fz-F4-Pz-
О1-О2.

С развитием современной электроники воз-
никает возможность и потребность в новых но-
симых устройствах для контроля здоровья и хо-
рошего самочувствия. 

На данный момент на открытом рынке по-
являются нейрообручи различных произво-
дителей, например, BrainBit [16], Muse 2 [17], 
NeuroSky MindWave Mobile 2 [18], Neuroplay [19] 
для получения неинвазивных данных ЭЭГ. 

Данные устройства уже имеют более порта-
тивный вид в отличие от классических устройств 
и могут быть использованы дома. 

Далее рассмотрим сравнительную таблицу 
популярных нейрообручей, представленных на 
рынке.

Как видно из таблицы 1, нейрообручи не об-
ладают полным набором необходимых электро-
дов. В дальнейшем будет проведено исследо-
вание по выбору нейрообруча с оптимальной 
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Таблица 1 — Конфигурации электродов различных моделей нейрообручей

Название Конфигурация электродов
Neuroplay Fp1, Fp2, T3, T4, O1, O2
BrainBit T3 и T4, O1 и O2
Muse 2 Fpz, AF7, AF8, TP9, and TP10
NeuroSky MindWave Mobile 2 Fp1 A1 (клипса на мочке уха)

конфигурацией электродов для решения задачи 
измерения когнитивной нагрузки мозга.

ПРЕОБРАЗОВАНИЕ И ИЗВЛЕЧЕНИЕ 
ПРИЗНАКОВ ИЗ ПОЛУЧЕННЫХ 
СИГНАЛОВ ЭЭГ

Необработанные данные, полученные в ходе 
измерения ЭЭГ, как правило могут содержать 
помехи: систематические артефакты и физиоло-
гические.

Содержащиеся помехи необходимо эффек-
тивно фильтровать для сохранения информа-
ции ЭЭГ без помех и артефактов. Данная филь-
трация необходима для получения более досто-
верной информации [19]. 

Существуют следующие методы фильтрации 
данных и подавления шума: фильтрация Вине-
ра, частотная фильтрация, вейвлет–преобразо-
вания (WT), адаптивная фильтрация, регресси-
онные методы, методы слепого разделения ис-
точников (ICA, PCA) [19].

Для извлечения признаков используются 
различные методы: AutoEncoder (AE), анализ 
независимых компонент (ICA), метод главных 
компонент (PCA), вейвлет–преобразование (WT), 
преобразование Фурье (FT) и др. [21–25].

В исследовании [16] была реализована ав-
томатическая классификация ICA–компонентов 
для независимого удаления артефактов в сиг-
налах ЭЭГ. Классификатор основан на линейных 
методах и применим для различных вариаций 
размещения электродов и поддерживает авто-
матический анализ результатов.

В работе [21] авторами был разработан ал-
горитм подготовки данных для регрессионной 
модели, проведен исследовательский анализ 
данных и обучена регрессионная модель оце-
нок восприимчивости к психическим расстройс-
твам на основе количественных характеристик 
ЭЭГ. Данный подход показал получение более 
точного результата при правильной подготовке 

для определенных исследований данных перед 
классификацией.

В работе [28] для генерации признаков ис-
пользовались следующие методы: коэффициен-
ты спектрального разложения Фурье, значения 
функции Альтера-Джонсона, SAX-BOP признаки, 
линейные корреляции и классические статис-
тики. Был проведен анализ использования раз-
личных признаков для классификации, лучшие 
результаты показали модели, использующие в 
качестве признаков коэффициенты спектраль-
ного разложения Фурье.

При изучении ЭЭГ сигнала часто используют 
две разновидности оконного преобразования 
Фурье: дискретное и непрерывное оконное пре-
образование Фурье. Недостатком оконных пре-
образований является то, что при вычислении 
используется фиксированное временное окно, 
которое не адаптируемо к локальным свойствам 
сигнала [29].

На данный момент вейвлет-преобразования 
все шире используются для исследования ког-
нитивных способностей мозга. Данный подход 
не имеет недостатков преобразования Фурье и 
позволяет предложить ему альтернативу.

Вейвлет-преобразования – это частотно-вре-
менной анализ, отражающий состояние сигнала 
или функции f(t) на шкале (частота) и положении 
во времени [29].

В монографии [29] описывается примене-
ние вейвлет преобразования в исследованиях 
когнитивных процессов. Показаны различные 
способы его применения: метод корреляций 
вейвлетовых кривых для оценки степени син-
хронизации на коротких временных интерва-
лах, сопоставимых со скоростью отдельных 
умственных операций; вейвлет преобразова-
ние на базе комплексного вейвлета Морле, с 
помощью которого восстанавливались вейв-
летные поверхности модуля коэффициентов 
вейвлетного преобразования в полосе частот, 
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отображающих динамику амплитуды потенци-
алов коры в рассматриваемом частотном диа-
пазоне;  применение временного разрешения 
вейвлет преобразования для извлечения ин-
формации о быстрых изменениях формы вы-
званного потенциала в процессе умственной 
деятельности.

КЛАССИФИКАЦИЯ
Из анализа работ (Таблица 2) можно выде-

лить следующие методы машинного обучения 
для классификации сигналов ЭЭГ: свёрточная 
нейронная сеть (CNN), рекуррентная нейронная 
сеть (RNN), многослойный персептрон (MLP), ли-
нейный дискриминантный анализ (LDA), метод 
опорных векторов (SVM), метод k ближайших 
соседей (KNN), ядерный метод и их другие ком-
бинации [30–44]. 

В исследовании [45] был рассмотрен процесс 
определения по ЭЭГ того, является ли актив-
ность мозга нормальной или не нормальной. 
Задача решена путем использования рекур-
рентных нейронных сетей (RNN) под названи-
ем ChronoNet, которые используются в области 
классификации изображений. Нейронная сеть 
напрямую принимала временные ряды ЭЭГ в ка-
честве входных данных и успешно себя показа-
ла для классификации речевых команд.

В работе [46] было проведено сравнение 
четырех популярных моделей машинного и 
глубокого обучения. Для этого были использо-
ваны модели: CNN, MLP, GRU и LSTM. В качес-
тве данных был взят датасет из EEG–BCI Motor 
Imagery Dataset, в котором записаны резуль-
таты по представлению движения рук и ног. В 
ходе эксперимента было установлено, что ка-
налы F7, F8, FT7, FT8, T9, TP7, TP8, FC оказывают 
более сильно влияние на результат. Повторно 

был проведен эксперимент, используя только 
данные каналы, и в результате удалось полу-
чить улучшение результатов исследуемых мо-
делей.

Были получены следующие результаты:  
CNN – 88,8%, MLP – 85,7, GRU – 84%  и LSTM 82,2%. 

В работе [47] модель глубокого обучения с 
механизмом самовнимания (Transformer) в соче-
тании с нейронной сетью свертки (CNN) была ус-
пешно применена для декодирования сигналов 
ЭЭГ в интерфейсе (BCI) Motor Imagery (MI). Были 
предложены локальный и глобальный подхо-
ды на основе сверточного трансформатора для 
классификации MI-EEG. Локальный трансформа-
торный кодер объединяется для динамического 
извлечения временных признаков и восполне-
ния недостатков модели CNN. Глобальный транс-
форматорный энкодер был объединен с Densely 
Connected Network для улучшения потока ин-
формации и их повторного использования для 
того, чтобы получить адекватные представления 
временных и пространственных признаков.

В общем виде классификаторы можно разде-
лить на классические модели и модели глубоко-
го обучения.

ОБСУЖДЕНИЕ И ВЫВОДЫ
В современных реалиях набирает популяр-

ность персонализированная парадигма обуче-
ния. Она основывается на нейродидактике, ко-
торая исследует закономерности психических 
функций мозга в процессе обучения. Одним из 
трендом трансформации образовательной сис-
темы станет нейрообразование [10].

Использование методов регистрации актив-
ности мозга сможет помочь в преподавании в 
школах, вузах и при обучении пожилых людей. 
В текущее время данный вид исследований не 

Таблица 2 — Используемые методы машинного обучения в рассмотренных статьях

Исследование Применяемый метод
[30, 37] Градиентный бустинг (Gradient boosting)
[31, 37] Свёрточная нейронная сеть (CNN)
[32, 34] Линейный дискриминантный анализ (LDA)
[33, 37] Сверточная долговременная краткосрочная память (ConvLSTM) 
[40] Алгоритм извлечения функции общего пространственного шаблона (FBCSP) и случайный лес (RF)
[36] Bayesian learning of frequency bands (SBLFB)
[43, 44] Метод опорных векторов (SVM)
[47] Модель глубокого обучения с механизмом самовнимания (Transformer)
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получил большого распространения из-за слож-
ности технической реализации получения и 
оценки исследуемых данных. На данный момент 
исследований изменений мозга во время обуче-
ния довольно мало [5]. 

В результате исследования [9] было показано, 
что в оптимальную и минимально необходимую 
конфигурацию регистрирующих электродов, 
содержащую наиболее значимую информацию 
о состоянии обучающегося, входят теменные 
электроды, центрально-теменные, а также элек-
троды лобного полюса, что позволяет сократить 
количество используемых электродов.

Уменьшение количества электродов дает 
возможность попытки использовать современ-
ные нейрогарнитуры для оценки когнитивной 
нагрузки мозга.

По результатам проведенного обзора имею-
щихся на текущий момент данных по теме изме-
рения когнитивной нагрузки мозга и методов ма-
шинного обучения для их идентификации на осно-
ве данных ЭЭГ можно сделать несколько выводов.

Во-первых, появление на рынке современ-
ных гарнитур с «сухими» электродами, которые 
не требуют использования электропроводяще-
го геля, позволяет упростить получение данных 
ЭЭГ у испытуемых. 

Во-вторых, одним из наиболее популярных 
методов для преобразования сигнала ЭЭГ явля-
ется вейвлет преобразование. 

В-третьих, в последние время все чаще для 
классификации ЭЭГ сигналов используются ме-
тоды глубокого обучения. В частности, исполь-
зуются такие модели как RNN и LSTM. С появле-
нием моделей, основанных на трансформерах, 
которые хорошо себя показали в задачах ком-
пьютерного зрения и обработки естественного 
языка, опубликованы попытки использования 
данной архитектуры для классификации данных 
ЭЭГ. Механизмы дополнительного внимания, 
используемые в данных моделях, могут помочь 
в решении данной задачи.

ЗАКЛЮЧЕНИЕ 
Существует множество методов измерения 

когнитивной нагрузки, у всех методов есть свои 
достоинства и недостатки. В эпоху развития ком-
пьютерного анализа, а также появления новых 
портативных устройств для получения сигна-
лов ЭЭГ, возникают возможности для обработки 

большего числа данных и получения новых ре-
зультатов, что дает потенциальный ресурс для 
быстрого анализа когнитивной нагрузки чело-
века в условиях дома или офиса. Для решения 
данной задачи требуются новые подходы.

При работе с данными ЭЭГ перед исследова-
телем встают вопросы о выборе метода для об-
работки и извлечения признаков (WT, ICA, PCA и 
другие), это связано с тем, что данные являются 
зашумлёнными и требуют обработки перед их 
исследованием. В рассмотренных исследовани-
ях можно увидеть, что извлечение признаков 
происходит различными методами в зависимос-
ти от поставленной задачи, и выбранный способ 
значительно влияет на полученный результат. 

Второй задачей при работе с данными являет-
ся задача их классификации для нахождения свя-
зей и закономерностей в данных. При классифи-
кации данных используют различные алгоритмы 
машинного обучения (LDA, SVM, KNN, CNN, RNN, 
FS, CSP и другие), которые показали свою эффек-
тивность в решении такого типа задач. 

В настоящее время архитектура «трансфор-
меры с механизмом самовнимания» широко 
применяется в обработке естественного языка.

В работе [47] было продемонстрировано, что 
сочетание фильтров CNN и трансформаторных 
кодеров с локальными и глобальными структу-
рами имеет преимущество в извлечении полно-
го набора полезных функций из сигналов ЭЭГ. 
Данный подход с применением моделей транс-
формеров с механизмом самовнимания для 
классификации может быть перспективным при 
обработке данных, полученных при использова-
нии ограниченного количества каналов.

Разработка систем, позволяющих оценивать 
когнитивную нагрузку, может позволить наблю-
дать за реакцией мозга в процессе обучения или 
работы, что в свою очередь даст возможность 
следить за утомляемостью обучающихся или со-
трудников.
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